MAYUMI FURUYA DE ASSIS

MODELOS LINEARES GENERALIZADOS MISTQS E APLICAC}@ES DE REDES
NEURAIS NO ESTUDO DA DIVERSIDADE GENETICA EM VARIEDADES DE
Coffea arabica

Dissertacdo apresentada & Universidade Federal
de Vicosa, campus Rio Paranaiba como parte
das exigéncias do Programa de P6s-Graduacao
em Agronomia, Produgdo Vegetal para
obtencdo do titulo de Magister Scientiae.

Orientador: Pedro Ivo Vieira Good God
Coorientador: Everaldo Anténio Lopes

RIOPARANAIBA-MINAS GERAIS
2020



Ficha catalogréafica elaborada pela Biblioteca da Universidade
Federal de Vigcosa - Campus Rio Paranaiba

Assis, Mayumi Furuya de, 1996-
A848m Modelos lineares generalizados mistos e aplicacdes de 2020
redes neurais no estudo da diversidade genética em variedades
de Coffea arabica / Mayumi Furuya de Assis. — Rio Paranaiba,
MG, 2020.
65 : il. (algumas color.) ; 29 cm.

Inclui apéndices.

Orientador: Pedro Ivo Vieira Good God.

Dissertacdo (mestrado) - Universidade Federal de Vigosa.
Inclui bibliografia.

1. Melhoramento genético do café. 2. Métodos estatisticos.
3. Mapas auto-organizaveis de Kohonen. 4. Modelos mistos.
I. Universidade Federal de Vigosa. Ciéncias Agrarias. Mestrado em
Agronomia (Producéo Vegetal). Il. Titulo.

633.73




MAYUMI FURUYA DE ASSIS

MODELOS LINEARES GENERALIZADOS MISTQS E APLICAC;@ES DE REDES
NEURAIS NO ESTUDO DA DIVERSIDADE GENETICA EM VARIEDADES DE
Coffea arabica

Dissertacéo apresentada a Universidade Federal
de Vicosa, campus Rio Paranaiba como parte
das exigéncias do Programa de P6s-Graduacao
em Agronomia, Producéo Vegetal para obtencédo
do titulo de Magister Scientiae.

APROVADA: 7 de agosto de 2020.

Assentimento:

W inieyn
v

Mayumi Furuya de Assis
Autor

AR e

PedrolvoVieiraGood God
Orientador




A minha mée, meu irméo e
a todos meus amigos,

que fizeram parte dessa tragetoria e me deram apoio para continuar.



AGRADECIMENTOS

Gostaria de agradecer primeiramente a minha mée, Konoe Furuya e meu irméo
Nobuyuki Furuya pelo grande apoio emocional ao longo de toda minha trajetéria académica.
Sem os valores, 0 amor, a alegria, educacdo e disciplina que veio da minha familia, o caminho
seria sem duvidas muito mais dificil.

Ao meu orientador, Prof. Pedro Ivo Vieira Good God, que desde os primeiros estagios
sempre esteve disposto a compartilhar seu conhecimento para me orientar e possibilitar o meu
progresso profissional. Gostaria de expressar minha imensa gratiddo pelo apoio para ndo desistir
nos momentos mais complicados, pela paciéncia de ensinar desde a pipetar no laboratério até
as analises estatisticas mais complexas, por confiar na minha competéncia em pesquisa e ensino.
Também sou grata por sempre correr atras de abrir portas para novas oportunidades para mim.

Gostaria de agradecer ao meu coorientador Professor Everaldo Antonio Lopes e todos
0os membros da banca avaliadora, Professores Moysés Nascimento, Vinicius Ribeiro Faria,
Liliane Evangelista Visotto e Luciano Bueno dos Reis por aceitarem compartilhar seus
conhecimentos para o0 enriquecimento deste trabalho.

O presente trabalho foi realizado com o apoio do Consércio Pesquisa Café (Edital
20/2018 Programa Café - Projeto Codigo: 10.18.20.037.00.00/170). Agradeco também ao
Programa de Bolsas e Auxilio do Consércio Pesquisa Café pela concessdo de bolsa n° 1984,
alocado(a) na solucdo de inovacdo/plano de acdo 10.18.20.037.00.04.

O presente trabalho foi realizado com apoio da Coordenacdo de Aperfeicoamento de

Pessoal de Nivel Superior — Brasil (CAPES) — Cddigo de Financiamento 001.



RESUMO

ASSIS, Mayumi Furuya de, M.Sc., Universidade Federal de Vigosa, agosto de 2020. Modelos
lineares generalizados mistos e aplicagdes de redes neurais para estudo da diversidade
genética em variedades de coffea arabica. Orientador: Pedro Ivo Vieira Good God.
Coorientador: Everaldo Antonio Lopes.

A predicdo de parametros genéticos e o estudo da diversidade em variedades de café sdo etapas
importantes para a selecdo eficiente de gendtipos que apresentem caracteristicas superiores e
garantir a manutencdo da variabilidade genética. Muitas varidveis importantes para o
melhoramento do café ndo possuem distribuicdes normais, dificultando a obtencéo de predicdes
acuradas e informacdes a respeito da estrutura genética das populacées. Os modelos lineares
generalizados mistos (MLGM) foram propostos para modelar varidveis que tenham
distribuicGes diferentes das normais, por meio da inser¢do de uma fungéo de ligagdo ao modelo.
Essas caracteristicas tornam os MLGM potenciais ferramentas para predicdo de componentes
de variancia, parametros genéticos e obtencdo de valores de BLUP. O estudo da diversidade
genética do café é comumente feito por métodos multivariados convencionais. Entretanto,
alguns estudos tém utilizado um tipo de redes neural, chamada Self-organizing maps (SOM).
Portanto, os objetivos deste estudo foram comparar modelos lineares mistos (MLM) com os
MLGM na estimacéo de parametros genéticos, rankeamento dos gendtipos através dos valores
de BLUP e investigar a aplicabilidade das redes neurais SOM para o estudo da diversidade
genética em variedades de Coffea arabica. Os MLGM detectaram variabilidade genética em
um maior numero de varidveis avaliadas. As variancias genéticas e residuais estimadas pelos
MLGM foram menores, entretanto, as analises de residuos indicaram que os MLGM obtiveram
desvios menores entre os valores ajustados e esperados pelos modelos em relacdo aos MLM.
As interpretacdes dos parametros genéticos estimados via MLGM é mais complexa devido as
diferentes escalas do modelo. Portanto, os MLGM foram mais eficazes para os ajustes dos
dados, mas sdo necessérias investigagdes a respeito da influéncia as diferentes escalas atribuidas
aos componentes do modelo na estimacdo dos pardmetros genéticos. As analises de redes

neurais ofereceram diferentes informacGes a respeito das variaveis avaliadas, permitiram a



identificacdo de genotipos superiores para as variaveis analisadas e identificacdo de grupos
genéticos similares e divergentes. Portanto, 0 método SOM é vidvel, informativo e refinado

para o estudo da diversidade genética em populacdes de melhoramento.

Palavras-chave: Melhoramento genético do café. Métodos estatisticos. Mapas auto-organizaveis
de Kohonen. Modelos mistos.



ABSTRACT

ASSIS, Mayumi Furuya de, M.Sc., Universidade Federal de Vigosa, August, 2020.
Generalized linear mixed models and applications of neural networks for the study of
genetic diversity in Coffea arabica varieties. Adviser: Pedro Ivo Vieira Good God. Co-
adviser: Everaldo Antonio Lopes.

The prediction of genetic parameters and study of coffee varieties diversity are very important
steps for the selection of important characteristics, superior genotypes and guarantee genetic
variability maintenance. There is a interest for robust statistical tools that bring more acurated
results for genetic breeding. Many important variables for the coffee breeding have non normal
distribution, making it difficult obtain accurate predictions and good informations about
varieties genetic structure. Generalized linear mixed models (GLMM) have been proposed to
analyse variables that has non normal distributions adding a link function to the model. These
characteristics turns GLMM a potential tool to predict components of variances, genetic
parameters and BLUP values. The study of the genetic diversity of coffee commonly uses
classical approaches. However, some studies have been using a type of neural network, called
Self organizing maps (SOM). Therefore, the aims of this study were to compare linear mixed
models (LMM) with GLMM in genetic parameters estimations and genotype ranking and to
investigate the applicability of neural network SOM for the study of genetic diversity in Coffea
arabica varieties. MLGM detected genetic variability in a greater number of evaluated
variables. The genetic and residual variances estimated by the MLGM were smaller, however,
the residual analyzes indicated that the MLGM obtained smaller deviations between the
adjusted and expected values by the models in relation to the MLM. The interpretations of the
genetic parameters estimated via MLGM are more complex due to the different scales of the
model. However, the interpretations of the genetic parameters estimated using GLMM are more
complex due to the different scales of the model. Therefore, GLMM was more efficient for data
adjustments, but investigations and respect for the influence of the model's components on the

prediction of genetic parameters are needed. The neural networks analysis offered different



information about the evaluated variables and allowed the identification of superior genotypes
for the variables and identification of similar and divergent genetic groups. Therefore, the SOM
method is viable, informative, and refined for the study of genetic diversity in breeding

populations.

Keywords: Coffee breeding. Statistical methods. Kohonen’s self-organizing maps. Mixed

models.
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INTRODUCAO GERAL

As principais ferramentas estatisticas utilizadas em estudos de pardmetros genéticos do
café sdo a analise de variancia (ANOVA) e modelos lineares mistos (MLM) ( RESENDE et al,
2001; BOTELHO et al., 2010; GUEDES et al., 2013; GILES et al., 2018; SOUSA et al., 2019;
TASSONE et al., 2019). Entretanto, as acuracias destes modelos estdo relacionadas a algumas
pressuposicbes a respeito dos dados, como, por exemplo, a distribuicdo normal e a
homogeneidade e independéncia dos residuos (JANSEN, 1993; SMITH; CULLIS;
THOMPSON, 2005; PIEPHO; ECKL, 2014). Aplicar estes métodos para analisar variaveis para
o melhoramento do café, que comumente ndo respeitam tais pressuposi¢des, pode resultar em
predicdes pouco acuradas dos componentes de variancia e, consequentemente, parametros

genéticos do modelo.

Os modelos lineares generalizados mistos (MLGM) possuem particularidades, como a
predicdo de efeitos aleatdrios e fixos de um modelo a partir de variaveis cujas distribuices
pertencem a familia exponencial e a aplicacdo de uma funcdo de ligacdo que relacione os
parametros estimados aos valores esperados para uma variavel (JANSEN, 1993). Devido as
caracteristicas flexiveis deste método, atualmente os MLGM tem sido frequentemente
sugeridos como uma alternativa para estimar parametros genéticos em diferentes espécies
animais e vegetais (BOLKER et al., 2009; WILSON et al., 2013; CAPPA; VARONA, 2013;
MAKOUANZI et al., 2014; BALSALOBRE et al., 2016; WENG et al., 2016; MELO et al.,
2020). Apesar das vantagens observadas para 0s MLGM, estes ainda ndo foram investigados
em estudo de componentes de variancia, parametros genéticos e valores genotipicos para o

melhoramento genético do café.

Para os programas de melhoramento genético, também € importante que a variabilidade
genética seja explorada e mantida para assegurar a sele¢éo de cultivares produtivas e resistentes
a diferentes fatores ambientais. As analises de componentes principais e de agrupamentos sdo
frequentemente utilizados em estudos de diversidade genética no cafe (GUEDES et al., 2013;
TEIXEIRA et al., 2013; RODRIGUES et al., 2016; MACHADO et al., 2017; GILES et al.,
2019), porém, estes métodos podem apresentar baixa resolucéo devido a incapacidade para lidar
com o volume e complexidade de dados, que sdo crescentes na evolucdo dos estudos de
melhoramento genético (BARBOSA et al., 2011; IBRAHIM et al., 2016; SPANOGHE et al.,
2020).
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A investigacédo da viabilidade das redes neurais do tipo Self-organizing maps (SOM)
(KOHONEN, 1982) para estudos de diversidade genética de diferentes especies tém
apresentado resultados satisfatorios (BARBOSA et al., 2011; IBRAHIM et al., 2016;
SPANOGHE et al., 2020; SANTOS et al, 2020). A principal funcdo dos SOM é mapear
amostras em uma representacdo uni ou bidimensional de acordo com suas similaridades com
poucas distor¢des em relacao as suas posi¢cdes em um espaco multidimensional mais complexo.
Devido as suas caracteristicas, o0s SOM sdo capazes de detectar e classificar padroes em
diferentes dimensfes dos conjuntos de dados e determinar agrupamentos naturais de acordo

com as similaridades entre as amostras (KOHONEN, 2014).

Devido a necessidade de investigar novas ferramentas estatisticas para assegurar o
potencial de ganho e selecionar gendétipos superiores em programas de melhoramento, 0s
objetivos deste trabalho foram: 1) Comparar os MLM e MLGM na estimacgdo de componentes
de variancia e parametros genéticos para variaveis com diferentes distribuicbes de
probabilidade, em variedades de C. arabica. 2) Explorar a aplicabilidade das redes neurais SOM

para o estudo da diversidade genética em variedades de C. arabica.
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CAPITULO 1

MODELOS LINEARES GENERALIZADOS MISTOS NA ESTIMACAO DE
PARAMETROS GENETICOS EM VARIEDADES DE Coffea arabica
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RESUMO

DE ASSIS, Mayumi Furuya, M.Sc., Universidade Federal de Vigosa, agosto de 2020. Modelos
lineares generalizados mistos na estimacdo de parametros genéticos em variedades de
Coffea arabica. Orientador: Pedro Ivo Vieira Good God. Coorientador: Everaldo Antonio
Lopes.

Os métodos estatisticos frequentemente utilizados em estudos de parametros genéticos no
café sdo a ANOVA e modelos lineares mistos (MLM). Entretanto, esses métodos assumem
pressuposicoes que comumente ndo ocorrem em variaveis biométricas, como a homogeneidade
residual e distribuicdo normal dos dados. Os modelos lineares generalizados mistos (MLGM) sdo
capazes de modelar varidveis cujas distribui¢des pertencem a familia exponencial e aplicar uma
funcéo de ligagdo capaz de relacionar o preditor linear do modelo ao valor esperado para uma
varidvel aleatoria. Devido a suas particularidades, a aplicabilidade dos MLGM tem sido investigada
para estimar parametros geneticos em diferentes espécies. O objetivo deste estudo foi comparar os
componentes de variancia, parametros genéticos e ordenacdo dos gendtipos através dos valores de
BLUP pelos MLM e MLGM para 16 caracteristicas, com diferentes distribui¢des de probabilidade,
avaliadas em 62 variedades experimentais de C. arabica. Foram testadas seis familias de MLGM
com as distribuicdes normal e gama, os modelos mais adequados foram selecionados pelo critério
de AIC. Foram observadas diferencas entre 0s pardmetros estimados via MLM e MLGM, as
variancias residuais e genéticas estimadas via MLGM foram predominantemente menores e 0s
valores das herdabilidades calculadas pelos dois modelos foram variaveis. Mesmo que as variancias
genéticas estimadas via MLGM tenham sido muito menores, 0 modelo detectou variabilidade
genética para mais variaveis que os MLM. N&o foi encontrada diferencas entre os modelos para
ranqueamento dos genoétipos pelos valores genéticos preditos. Os MLGM apresentaram melhor
ajuste dos dados. Entretanto, a interpretacdo destes parametros sofre interferéncia das escalas
envolvidas no modelo, que dependem da distribuigdo atribuida aos dados e das funcdes de ligag&o.
Portanto, ainda s&o necessarias mais investigagdes a fim de facilitar as interpretaces das predigdes
obtidas através dos MLGM.

Palavras-chave: Melhoramento do café, modelos mistos, métodos estatisticos.
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ABSTRACT

DE ASSIS, Mayumi Furuya, M.Sc., Universidade Federal de Vigosa, august, 2020. Genetic
parameter estimation in Coffea arabica varieties with generalized linear mixed models.
Adviser: Pedro Ivo Vieira Good God. Co-adviser: Everaldo Antonio Lopes.

Some natural characteristics of coffee culture turns the phenotyping and application of
genetic parameters challenging for breeding programs. The statistical methods frequently used to
estimate the genetic parameters in coffee are ANOVA and linear mixed models (LMM). However,
these methods assume some assumptions that do not occurs in biometric data, such as residuals
homogeneity and normal data distribution. Generalized linear mixed models (GLMM) are capable
of modeling variables, whose distributions belong to exponential family and apply a link function
capable of relating the linear predictor with the expected value for a random variable. Considering
its particularities, MLGM have been used to estimate genetic parameters for different species. The
aim of this study was to compare the variance components, genetic parameters and genotype
classification according with BLUP values obtained by LMM and GLMM for 16 traits, with
different probability distributions, evaluated in 62 experimental varieties of C. arabica. Six GLMM
families were tested with the normal and gama distributions, the better fitted models were selected
by the AIC criteria and the model’s diagnostics were analyzed by Pearson's residual plots. It was
found differences between the parameters estimated by models. The GLMM estimated residual and
genetic variances predominantly smaller, and the values of heritability calculated were very
diversified. Even though, the genetic variations estimated by GLMM were much smaller, this model
detected genetic variability for more traits than LMM. No difference was found between the
genotype ranking by genetic values predicted. Pearson's residual plots and the low residual variances
indicates that GLMM better fit the data, mainly with gama distribution, can be a viable alternative
for non-normal biometric data analysis and with heterogeneous variances in breeding programs.
However, the interpretation of these parameters is affected by changes in GLMM scales, which
depends on the distribution attributed to the data and the link functions. Therefore, even if GLMM
has shown to be more efficient in data explanation, further investigation is still needed to improve

interpretation of predicted components.

Keywords: coffe breeding, mixed models, statistical methods.
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1. INTRODUCAO

O melhoramento genético na cultura do café apresenta certas particularidades. O Coffea
arabica € uma espécie de desenvolvimento perene, ciclo reprodutivo longo, apresenta oscilacéo
anual de producéo, taxa de sobrevivéncia instavel de individuos e sobreposicédo de geracdes em
ciclos de selecéo. Estes fatos tornam o melhoramento do café desafiador por influenciarem nos
métodos de selecdo e pela necessidade de avali¢Bes repetidas ao longo do tempo. Além disso,
€ muito comum que sejam gerados dados desbalanceados, que influenciam diretamente na
estimacdo dos parametros genéticos e na predicdo de valores genotipicos (RESENDE et al,
2001; CARVALHO, 2008).

Em C. canephora e C. arabica, a anélise de variancia (ANOVA) é o método mais
utilizado em estudos genéticos. No entanto, as estimativas obtidas pelos métodos dos momentos
podem ser de baixa acuracia e os componentes de variancia estimados podem assumir valores
negativos, fatos que interferem na estimacéo e interpretacdo dos parametros genéticos. Além
disso, devido aos dados longitudinal obtidos pelos experimentos nas culturas de café nédo
raramente sdo obtidas variancias residuais heterogéneas e correlacionadas, ndo atendendo a
pressuposicdo de homogeneidade residual exigida para ANOVA (RESENDE et al, 2001;
SMITH; CULLIS; THOMPSON, 2005; PIEPHO; ECKL, 2014). O conjunto desses fatores
demandam modelos estatisticos mais robustos e informativos, e que aumentem a eficiéncia de

estimacdo componentes de variancia e predicdo dos valores genotipicos.

Os modelos lineares mistos (MLM) sdo utilizados como uma alternativa para lidarcom
alguns destes problemas. MLM permitem o ajuste de efeitos fixos e aleatdrios do modelo,
resultando na estimagdo dos componentes de variancia e do erro experimental de forma mais
eficiente (HENDERSON, 1975; SMITH; CULLIS; THOMPSON, 2005). Em estudos de
melhoramento de C. arabica, os MLM tém sido frequentemente utilizados na predi¢do de
valores genéticos pela melhor predicdo linear ndo viciada (BLUP) e estimagdo dos componentes
de varidncia pela méxima verossimilhanca restrita (REML) (RESENDE et al, 2001,
RODRIGUES et al., 2016; SILVA et al., 2018; SOUSA et al., 2019; TASSONE et al., 2019).
de cafeé.

Mesmo que os MLM sejam amplamente utilizados para estudos genéticos no café, em
seu ajuste deve-se assumir distribuicdo normal dos dados. Entretanto, muitas situagdes

envolvem dados ndo normais, continuos assimétricos e discretos, por exemplo o vigor das
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plantas, nimero de ramos plagiotropicos primarios e secundarios e numero de internodios. Uma
abordagem classica a fim de atender as condi¢cdes de homogeneidade e normalidade é a
transformacdo logaritmica dos dados (MCCULLAHG; NELDER, 1989). Entretanto, a
transformacdo ndo garante as adequacgdes necessarias para 0s testes paramétricos, pode limitar
a extrapolacdo das inferéncias para outros populacdes e levar a conclusbes equivocadas
(BOLKER et al., 2009).

Os modelos lineares generalizados (MLG) foram propostos para lidar com esses
obstaculos (NELDER; WEDDERBURN, 1972; MCCULLAHG; NELDER, 1989).0s MLG
permitem a modelagem de variaveis, cujas distribuicdes pertencem a familia exponencial, e a
utilizacdo de uma funcdo de ligacdo que relaciona os parametros do modelo (preditores lineares)
ao valor esperado para uma variavel aleatéria (MCCULLAHG; NELDER, 1989; STROUP;
KACHMAN, 1994; VILLEMEREUIL et al., 2016).0s modelos lineares generalizados mistos
(MLGM) sdo uma extensdo dos MLG que permitem a adicdo de efeitos aleat6rios
independentes ao preditor linear. Nos MLGM os fatores aleatorios e fixos sdo ajustados da
mesma forma que em MLM, ou seja, 0s parametros de interesse sdo estimados por maxima
verossimilhanga (STROUP; KACHMAN, 1994; BOLKER et al., 2009). Devido a essas
caracteristicas, esta ferramenta tem sido crescentemente utilizada para estimar pardmetros
genéticos em diferentes modelos bioldgicos (BOLKER et al., 2009; CAPPA; VARONA, 2013;
WILSON et al., 2013; MAKOUANZI et al., 2014; BALSALOBRE et al., 2016; MELO et al.,
2020; WENG et al., 2016).

No melhoramento genético do C. arabica muitas mensuracGes biométricas importantes
sdo utilizadas para estimar parametros genéticos das populacfes. Entretanto, ainda ndo foi
investigada a aplicacdo dos MLGM para estimar parametros genéticos em C. arabica. Neste
contexto, o objetivo deste trabalho é comparar os MLM e MLGM na estimacg&o de componentes
de variancia, parametros genéticos e classificacdo dos valores de BLUP de 62 variedades de C.
arébica em 16 variaveis, com diferentes distribuicdes de probabilidade, de interesse para o

melhoramento do café.

2. MATERIAIS E METODOS

2.1 Material genético e dados fenotipicos
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Foram utilizadas 62 variedades de Coffea arabica (Apéndice A). O experimento foi
delineado em blocos ao acaso com trés repeticdes, com dez plantas por parcela. O espagamento
utilizado foi de 3,80 x 0,70 m em uma &rea total de 7.798,23 m?, localizado no municipio de
Rio Paranaiba, estado de Minas Gerais, Brasil (19°13°02” S, 46°13°59” W).

Foram avaliadas 16 variaveis nos anos de 2017, 2018 e 2019 (Tabela 2). A producao
(PROD) foi mensurada em 10 plantas por parcela, os frutos foram coletados manualmente e
com o auxilio de um medidor volumétrico quantificou-se a producdo em L/ parcela. As
caracteristicas vigor (VIG), altura (ALT), didmetro da copa (COPA) e diametro do caule
(CAULE) foram avaliadas em trés plantas por parcela. Para o VIG foram atribuidas notas de de
1 a5, em funcdo do desenvolvimento vegetativo das plantas, sendo 1 atribuidos as plantas pouco
vigorosas e 5 aquelas com 6timo desenvolvimento. A ALT e COPA foram medidas com uma
trena e um paquimetro digital foi utilizado para medir o didmetro do caule 10 cm acima do solo.
A area foliar (AF) foi mensurada em duas plantas por parcela no 3° ou 4° par de folhas em um
ramo selecionado no terco médio da planta, de acordo com o0 método descrito por Kemp (1960).
O comprimento de ramos plagiotrépicos 1° (CR1), n° de ramos plagiotrépicos 1° (NR1), n° de
internddios 1° (NI1) e n° de ramos plagiotropicos secundarios (NR2) foram avaliados em trés
plantas centrais da parcela para remocao do efeito de bordadura. O CR1 foi medido com uma
trena em um ramo do terco médio da planta a partir do ponto de inser¢cdo no ramo ortotrépico
principal até a extremidade. O NR1 e NR2 foram mensurados por contagem direta no terco
médio das plantas e o NI1 foi avaliado por contagem direta nos ramos selecionados para o
avaliar o CR1. Para as avaliaces das peneiras foram separados um volume de 5 L de café por
parcela, as amostram foram secadas e revolvidas em terreiro suspenso. Foram avaliadas as
quantidades em gramas retidas nas peneiras 19 (P19), 15 (P15) e 11 (P11), fundo de peneira
(FUNDO) em g/ peneira, o peso de 100 graos (P100) e o rendimento (REND) em propor¢éo ao

volume inicial pré-secagem.

2.2 Modelo linear misto

Os efeitos aleatdrios e fixos, bem como seus componentes de variancia para todas as

variaveis avaliadas foram estimados de acordo com o modelo linear misto (MLM):

y=Xp+Zg+e
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em que: y é o vetor dos valores observados de tamanho n, 8 é o vetor de efeito fixo (blocos)
associado a matriz de incidéncia X, g € o vetor de efeito aleatdrio (gendtipo) associado as

matrizes Z, e ~ N(0, V = Ina?) € o vetor residual e I € a matriz identidade associada ao erro.

Tabela 2. Variaveis, identificacdo (ID) e anos avaliados nos 62 genotipos de C. arabica.

Ano Variaveis ID
2017/2018 Producao (L/ parcela) PROD
2018 Area Foliar (cm?) AF

N° de ramos plagiotropicos secundarios NR2
Vigor (1 - 5) VIG
Altura da planta (m) ALT
Diametro da copa (m) Ccop
2018/ 2019 Diametro do caule (cm) CAU
Comprimento de ramos plagiotrépicos primarios (cm) CR1
N° de ramos plagiotropicos primario NR1
N° de internédios primario NI1
Peneira 11 (g/peneira) P11
Peneira 15 (g/peneira) P15
JULY Peneira 19 (g/peneira) P19
Fundo de peneira (g/peneira) FUN
Peso de 100 graos P100
Rendimento (% de 5L) REN

2.3 Modelo linear generalizado misto
Os modelos MLGM s&o representados da seguinte forma (PIEPHO, 2019):

n=Xp+Zu

em que: n é o preditor linear do modelo, que contém os vetores fixos e aleatdrios, assim como
em MLM. O vetor de observagéo y possui uma expectativa relacionada a uma distribuicdo da

familia exponencial.

E(yln) =pn=g"'(m)
em que, g(.) é afuncéo de ligagdo que relaciona o preditor linear ao valor esperado dos dados.
Inicialmente os dados foram submetidos as analises graficas quantil-quantil (Q-Q plot)

e densidade de Kernel para interpretacdo das distribui¢fes dos dados. Foram selecionadas cinco

familias de MLGM (Tabela 3) para os ajustes. g(.) identidade e inversa foram escolhidas por
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serem padrOes (canOnicas) para distribuicdo gaussiana e gama respectivamente
(MCCULLAHG; NELDER, 1989; CRAWLEY, 2007). g(.) logaritmica foi assumida por ser
mais adequado assumir uma relagdo exponencial entre n e a L dos dados do que transformar os
dados (MCCULLAHG; NELDER, 1989; BOLKER et al., 2009).

Tabela 3. Distribuicdes da familia exponencial, funcdes de ligacdo, notacdes e identificacéo
(ID) das familias de MLGM selecionados para os testes de ajustes.

Distribuicéo Funcéo de ligacéo Notacgédo Abreviacdo ID
Identidade gin)=w ~N(link=identidade) M1
Gaussiana .
(1, ) Log g(n) = In(w) ~N(link=log) M2
Inversa gl(n)=p? ~N(link=inversa) M3
Identidade gin) =W ~Ga(link=identidade) M4
Gama (U, v) Log gl(n) = In(w) ~Ga(link=log) M5
Inversa gl(n)=pt ~Ga(link=inversa) M6

O MLGM de melhor ajuste para cada caracteristica, foi selecionado pelo critério de
informacdo de Akaike (AIC) (AKAIKE, 1974). A estimativa do critério é feita de acordo com

a equacao:
AIC=-2log L + 2k

em que: logL é o logaritmo da funcdo de verossimilhanca e k € o nimero de parametros

estimados do modelo.

2.4 Estimacéo de parametros e correlacdo de Spearman

Os coeficientes de variagdo residual (CV/) e variagdo genética (CVg) foram utilizados
para analise dos componentes de variancia do modelo devido as diferencas de escala dos dados
(RESENDE; DUARTE, 2007). A herdabilidade (H%) no sentido amplo foi calculada e os
valores do efeito aleatdrio (genotipico) do modelo foram estimados via BLUP. Também foi
calculada a correlagdo de Spearman entre os valores de BLUP gerados via MLM e MLGM para

analisar as diferencas de classificagdo dos valores genotipicos entre os modelos.

2.5 Anélise de residuos

Para todas as caracteristicas em que 0s MLM e MLGM foram ajustados, foram plotados

gréaficos de residuo de Pearson x valores ajustados. O residuo de Pearson é definido por:
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yi— i

RP =
Y Wvar(YD)

em que: RE corresponde a contribuicdo de cada observagdo para o calculo da estatistica de
Pearson generalizada. Para modelos bem ajustados, espera-se baixa discrepancia entre o valor
observado (yi) e valor ajustado (0i) e pouca ou nenhuma variancia, ou seja, residuos proximos
do valor de 0 (TURKMAN, 2000). Todas as analises foram realizadas com o software R (R
Development Core Team, 2020). Os pacotes utilizados para os ajustes dos modelos foram Ime4,
MASS e car (RIPLEY et al.,, 2002; BATES et al.,, 2015; FOX; WEISBERG, 2019;
VERNABLEYS)

3. RESULTADOS
3.1 Distribuicéo de dados e ajustes de modelos

A anélise exploratdria baseada em graficos Q-Q (Apéndice B) e densidade Kernel
(Figura 1) indicam que o conjunto de varidveis analisados se aproximam da distribuicdo normal
e gama. Exceto para a varidvel VIG, cuja escala € categdrica, todas as demais variaveis
apresentam dados continuos e positivos. Além disso, a maioria das caracteristicas apresentaram

distribuicdo assimétrica, indicando que sdo variaveis potenciais para o ajuste de modelos gama.

Os MLM detectaram variabilidade genética em menos variaveis em relacdo aos MLGM
(Tabela 4). Para todas caracteristicas avaliadas via MLGM o efeito de genotipos foi detectado.
Para a maioria dos cenarios avaliados (anos e variaveis) menores valores de AIC foram obtidos
para 0s MLGM, indicando melhores ajustes dos dados. Na selecédo de funcdes de ligacdo para
MLGM, quando a familia gaussiana identidade (M1) apresentou o melhor ajuste (menor AlC),
assumimos a relaco linear simples entre a médias e o preditor linear, tornando desnecessario
ajustar MLGM para tais variaveis (p.e, AF 2019 e NI1 2019). Entre os MLGM ajustados, a
familia de distribuicdes gama foi predominante. Houve variacéo da funcéo de ligacéo, inclusive
entre 0s anos de avaliacdo para a mesma caracteristica. Os modelos ajustados com maior
frequéncia foram M4 [~Ga(link=identidade)] e M6 [~Ga(link=inversa)].

3.2 Media fenotipica, componentes de variancia e parametros genéticos

As médias fenotipicas das variaveis de crescimento e desenvolvimento foram maiores

em 2019, o que é naturalmente esperado pelo desenvolvimento das plantas (Tabela 5). Com
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excecdo do COP, NR1 e NI1, que apresentaram reduc¢do na média fenotipica de 2018 para 2019.
A producédo media de 2017 foi 4,25 vezes maior que em 2018, evidenciando o comportamento
produtivo bienal do café. Em 2019, a peneira que reteve maior proporc¢éo de graos foi a de graos
chato médio (P15).

Tabela 4. Valores p para o teste de razdo de verossimilhanca para efeito de genotipo via MLM

e MLGM, valores de AIC para 0s MLM e MLGM ajustados para todas as varidveis avaliadas
e familia de MLGM ajustada para as variaveis em cada ano avaliado.

Valor p AlC
Variavel Ano MLM MLGM MLM MLGM (Modelo)
2018 0,2162 0,0032** 385 373 (M3)
VIG
2019 0,0850 0,0023** 492 486 (M2)
2018 6,37e-12*** < 2,20e-16*** -199 -260 (M4)
ALT
2019 1,77e-06*** 5,25e-16*** -21 -64 (M5)
2018 0,0079** 3,30e-09*** -180 -208 (M2)
CopP
2019 0,4417 5,09e-05*** -107 -123 (M2)
2018 8,06e-03** 1,40e-08*** 1069 1048 (M5)
CAU
2019 0,3219 5,60e-05*** 1259 1255 (M4)
AF 2018 0,5745 - 1575 -
2018 0,4423 9,87e-06*** 1398 1375 (M4)
CR1
2019 0,7687 1,16e-04*** 1344 1327 (M6)
2018 0,6985 0,0046** 1395 1365 (M6)
NR1
2019 0,0514 1,19e-06*** 835 809 (M4)
2018 - 0,0156* - 1652 (M6)
NI1
2019 0,8962 - 1056 -
NR2 2018 0,6034 0,0045** 1071 1039 (M6)
2017 0,2194 - 1646 -
PROD
2018 5,06e-06*** 1,15e-09*** 1318 1214 (M5)
P19 6,11e-04*** 7,23e-10*** 1631 1583 (M4)
P15 0,1008 - 1881 -
P11 0,2511 - 1909 -
2019
FUN 0,0021** 1,20e-13*** 1295 1169 (M5)
P100 0,0011** 1,32e-11*** 334 298 (M6)
REN 0,0903 1,05e-06*** -676 -697 (M2)

Cadigos de significancia: 0 “***>0.001 <*** 0.01 <** 0.05 <. 0.1 <.” 1 de valores p do teste razédo de razdo de verossimilhanca
para efeito de gendtipo. Células preenchidas com ‘-’ indicam o ndo ajuste do modelo aos dados.
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Figura 1. Gréaficos de densidade de Kernel para as variaveis vigor (VIG), altura (ALT), didmetro
da copa (COP), diametro do caule (CAU), comprimento de ramos 1° (CR1), n° de ramos 1°
(NR1) e n° de internodios 1° (NI1) avaliados em 2018 e 2019, n° de ramos 2° (NR2) e area
foliar (AF) em 2018, producdo (PROD) de 2017 e 2018, peneira 19, 15e 11 (P19, P15 e P11),
fundo de peneira (FUN), rendimento (REN) e peso de 100 graos (P100) avaliados em 2019.

Os coeficientes de variacdo residual (CV,) obtidos pelos MLGM foram
predominantemente menores. Os CV; estimados via MLM apresentaram uma variagdo entre

5,11 e 66,49 % e os valores obtidos pelos MLGM variaram entre 0,17 a 29,33% (Tabela 5).
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Nao foram observadas grandes diferencas nos CV; estimados para as mesmas variaveis nos dois

anos de avaliag&o.

Os coeficientes de variagdo geneticas (CVg) estimados pelos MLGM também foram
menores em relagédo aos MLM (Tabela 5). Sendo que os CVgestimados pelos MLM variaram
entre 1,93 e 49,06% e os valores obtidos pelos MLGM foram entre 0 e 42,94%. A producéo de
2018 obteve 0 maior CVq (49,06%) estimado via MLM (Tabela 5). Também ndo foram
observadas diferencgas significativas para os valores de CVgentre 0s anos de avaliagdo, exceto
para producao com aumento de 35,35% de 2017 para 2018. As caracteristicas P19 e P100 foram

as unicas que apresentaram estabilidade do CVgentre os dois modelos.

As herdabilidades (H?) estimadas pelos MLM foram relativamente baixas (<0,4) para a
maioria das caracteristicas avaliadas, exceto para ALT e PROD em 2018 e P19 e FUN, que
apresentaram H2> 0,5 (Tabela 5). A maioria das H? obtidas pelos MLGM foram mais baixas
em relagdo aos MLM (< 0,3). Houveram excegdes para as variaveis CAU em 2019, CR1, P19,
REN e P100 que apresentaram valores de H? proximos a 0,9. Entre os anos de avaliagdo no

houve grandes diferencas, exceto para ALT.
3.3 Correlagdes de Spearman

Foram observados valores altos de correlagdes para todas as variaveis (> 0,97) (Tabela
5), indicando que os MLM e MLGM nao diferem em relacdo ao rankeamento dos gendtipos
pelos valores genotipicos. Correlagdes negativas foram observadas para 0s casos em que 0S

MLGM com funcéo de ligacdo inversa foram ajustados as variaveis.
3.4 Residuos de Pearson x valores ajustados

Os graficos de residuos para os MLM e MLGM (Figuras 2 e 3) demonstraram, para
guase todas as variaveis, pontos distantes do valor de 0 do eixo Y para os MLM e tendéncia
(positivas ou negativas) em alguns casos. Para 0s MLGM, os residuos foram bem menores,
podendo ser observado pela diferenca de escala do eixo Y entre os graficos. Em alguns casos,
como em NR1 em 2018, os MLGM apresentaram residuos mais aleatorizados em relacdo aos
MLM. Ja para o CR1 em 2019 foi possivel observar a homogeneizacdo completa dos residuos
pelos MLGM. N&ao houve grandes diferengas entre os modelos em relacdo aos ajustes de

outliers, exceto para COP em 20109.
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Tabela 5. Valores de média experimental, coeficientes de variacao residual (CVy), coeficiente
de variagdo genético (CVy), herdabilidade (H?) e correlagdo de Spearman entre os BLUP
preditos via MLM e MLGM para todas as variaveis.

CVr (%) CVy @) -2
Variavel Ano Média MLM MLGM MLM MLGM MLM MLGM Spearman
VIG 2018 2,07 30,96 29,33 9,92 1,55 0,2354 0,0083 0,97
2019 3,46 24,61 23,54 9,55 2,79 0,3111 0,0405 0,99
ALT 2018 2,00 5,54 2,80 5,28 1,15 0,7314 0,3344 -1,00
2019 2,22 8,49 8,50 6,58 1,27 0,6428 0,0629 -1,00
cop 2018 1,26 10,52 10,16 5,34 2,74 0,4359 0,1787 1,00
2019 1,05 16,45 15,43 4,09 3,72 0,1568 0,1486 1,00
cAU 2018 47,32 8,35 0,17 4,22 0,21 0,4335 0,5088 0,99
2019 48,45 14,49 0,29 4,13 6,84 0,1955 0,9994 0,99
AF 2018 57,07 28,92 0,48 6,03 0,00 0,1154 0,0002 -1,00
Ccr1 2018 57,74 17,17 0,28 4,23 8,27 0,1543 0,9996 1,00
2019 69,46 12,80 0,17 1,93 5,77 0,0638 0,9997 1,00
NR1 2018 31,09 33,40 0,93 5,80 0,01 0,0829 0,0005 -1,00
2019 8,94 23,67 2,52 9,94 0,15 0,3460 0,0104 -1
NIL 2018 71,33 - 0,41 - 0,00 - 0,0001
2019 7,77 52,89 - 5,24 - 0,0286 - -
NR2 2018 7,83 54,66 5,82 10,99 0,28 0,1081 0,0070 -1,00
pPROD 2017 44,70 42,28 - 13,72 - 0,2401 -
2018 10,51 66,49 5,81 49,06 0,32 0,6202 0,0093 0,99
P19 731 38,56 0,52 2431 24,71 0,5440 0,9998 -0,99
P15 331,47 23,84 - 11,70 - 0,4196 - -
PI1 o9 22217 32,00 - 10,42 - 0,2413 - -
FUN 19,63 55,55 2,32 36,81 2,03 0,5687 0,6984 0,99
REN 19,23 15,20 14,43 6,08 42,94 0,3272 0,9637 1,00
P100 12,56 5,11 0,39 3,34 3,65 0,5622 0,9962 1,00

CV1(%): coeficiente de variacdo residual, CVgy(%): coeficiente de variagdo genotipico, H?: herdabilidade no sentido amplo

para as caracteristicas avaliadas nos anos de 2017, 2018 e 2019 via MLM e MLGM.
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Figura 2. Valores preditos x Residuos de Pearson para as variaveis vigor (nota visual de 1 a 5),
altura (m), didmetro da copa (m), diametro do caule (cm), comprimento de ramos 1° (cm), n°
de ramos 1° e n° de ramos 2° ajustadas via MLM e MLGM no ano de 2018.
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Figura 3. Valores preditos x Residuos de Pearson para as variaveis vigor (nota visual de 1 a 5),
altura (m), didametro da copa (m), diametro do caule (cm), comprimento de ramos 1° (cm), n°
de ramos 1°, peneira 19 (g), rendimento (% de 5L), e fundo de peneira (g) ajustadas via MLM

e MLGM no ano de 2019.
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4. DISCUSSAO

Caracteristicas biolégicas do café fazem com que a sele¢do de gendétipos superiores se
torne um desafio para programas de melhoramento. Recentemente, o0s MLGM tém sido
utilizado para estudar parametros genéticos de algumas espécies animais e vegetais (BOLKER
et al., 2009; CAPPA; VARONA, 2013; WILSON et al., 2013; MAKOUANZI et al., 2014;
BALSALOBRE et al., 2016; WENG et al., 2016; MELO et al., 2020). Entretanto, até o
momento, ndo ha registros do uso de MLGM em estudos genéticos de caracteristicas de
interesse no processo de selecdo de C. ardbica. E importante que estudos comparativos entre
MLM e MLGM sejam realizados para compreender os efeitos dessas abordagens para
estimativas de parametros genéticos importantes (LOPES; HUBER; WHITE, 2000; WENG et
al., 2016). Espera-se que os MLGM fornecam estimativas mais verossimeis das variancias
envolvidas no modelo, uma vez que permitem pressuposi¢cdes mais flexiveis sobre a natureza

dos dados.

Desde a proposta dos MLGM, foram sugeridos diferentes métodos para a escolha do
modelo mais informativos para os dados (COX, 1961; ATKINSON, 1970; ROYSTON;
THOMPSON, 1995). A estratégia escolhida neste trabalho foi o critério de informacdo de
Akaike (AIC), o qual ja foi investigado e tem sido preferido na escolha de MLGM candidatos
(LINDSEY; JONES, 1998; DICK, 2004; BOLKER et al., 2009). Neste contexto, os graficos de
residuos de Pearson aqui apresentados, demonstraram que o critério AIC foi eficiente para a
escolha dos modelos para explicar os dados, ja que os residuos foram bem menores para 0s
MLGM.

Para algumas variaveis (PROD 2017, AF 2018, NI1 e P11 2019) ao confrontar os MLM
e MLGM, o melhor ajuste foi o linear misto, isso pode ser explicado pela propria natureza dos
dados, continua, positiva e predominantemente com valores distantes de 0 (Figura 1). A Gltima
caracteristica, em especial, & importante para atender a suposicdo de simetria e variancia
constante dos dados (SMITH; CULLIS; THOMPSON, 2005). Em casos diferentes, como em
dados continuos assimétricos, a distribuicdo gama é uma alternativa para o ajuste de MLGM
(MCCULLAHG; NELDER, 1989; TURKMAN, 2000; DICK, 2004; CRAWLEY, 2007). Este
fato foi comprovado pelos nossos resultados, em que a maioria das varidveis possuem

distribuicGes assimétricas e foram ajustadas em modelos com distribui¢io gama.
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Uma vez determinada as distribui¢cdes que melhor se encaixam aos dados, as funcdes de
ligacGes sdo especificadas para relacionar o valor esperado das observacées (u:) com o preditor
linear do modelo (). A maioria das varidveis analisadas foram ajustadas ao M6

[~Ga(link=inversa)], isso significa que, os valores esperados, estdo relacionados as observagdes

de uma forma néo linear, ou seja, pela fungdo de ligacdo inversa {g(u ) = i_}, canonica para
i
Ui
distribuicdo gama (MCCULLAHG; NELDER, 1989). O segundo modelo mais frequente em

nossas analises foi o0 M4 [~Ga(link=identidade)], portanto, para essas variaveis, ha uma relagédo
linear simples entre o preditor linear e os valores esperados para as observacdes
(MCCULLAHG; NELDER, 1989; CRAWLEY, 2007). A mesma interpretacdo é dada as
varidveis ajustadas pelo M1 [~N(link=identidade)], no entanto, para observacdes com

distribuicdo normal.

As funcdes de ligacdo ajustadas para as mesmas caracteristicas avaliadas em dois anos
diferentes variaram entre os anos, como ocorreu com VIG, ALT, CAU, CR1 e NR1. Nestes
casos, mesmo que a varidvel tenha a mesma distribuicdo, pode haver variacdo da fungédo que
relacione a média com o preditor linear do modelo ao longo das avaliagdes anuais. Neste
sentido, os MLGM permitem a flexibilizacdo de diferentes escalas: i) escala latente aos dados;
i) escala esperada dos dados (ajustadas pelas funcbes de ligacéo) e iii) escala observada na
distribuicdo dos dados (VILLEMEREUIL et al., 2016). Essa particularidade, portanto, torna os

MLGM robustos para melhor explicar as variagdes dos dados em analise.

Os parametros dos MLM e MLGM séo estimados via maxima verossimilhanca (ML) ou
méaxima verossimilhanca restrita (REML) (STROUP; KACHMAN, 1994). Entretanto, devido
a maior complexidade dos MLGM, os métodos quadratura de Gauss-Hermite (PINHEIRO;
BATES, 1995) e aproximacao de Laplace (WOLFINGER, 1993) sdo comumente utilizados para
maximizar a verossimilhanca dos modelos (MCCULLAHG; NELDER, 1989; TURKMAN,
2000; PIEPHO, 2019). O método de Laplace foi utilizado neste estudo, que é a abordagem
padrdo do pacote glmer do software R®. Foi demonstrado que a aproximacéo de Laplace é tdo
boa ou melhor quanto a quadratura de Gauss-Hermite para modelos com funcdo de ligacdo
canonica e efeitos aleatorios multivariados normais (RAUDENBUSH; YANG; YOSEF, 2000).
Neste sentido, sdo necessarios estudos que investiguem a eficiéncia destes métodos para outras
familias de MLGM, por exemplo modelos gama, que foram predominantes em nossos

resultados.



31

A estimacdo dos componentes de variancia via MLGM é um processo complexo, que
recentemente vém sendo discutido com maior atencéo, especificamente para modelos de
distribuicdo Poisson (MAKOUANZI et al., 2014; VILLEMEREUIL et al., 2016; PIEPHO,
2019). Foi observado que as caracteristicas que tiveram CV; proximos para 0s MLM e MLGM
(VIG, COPA e REND) foram ajustadas as familias LGM com distribuicdo normal,
independente da funcgéo de ligacdo, ou seja, a escala do preditor linear ndo interferiu na escala
do CV, para essas varidveis. Essas observacdes podem ser explicadas pelo fato da variancia
residual se dar na mesma escala da distribuigdo assumida para as variaveis (PIEPHO, 2019)
Para o restante das caracteristicas, 0 CV, reduziu consideravelmente dos MLM para MLGM,
indicando que ao assumir a distribuicdo gama como mais realista para os dados, houve uma
reducdo do ruido residual e, portanto, maior qualidade de ajuste do modelo. Além disso, foi
relatado que os parametros das distribuicGes assumidas para as variaveis, neste caso normal
(1,0) e gama (u,v), podem interferir na variagdo estimada para os componentes do preditor

linear do modelo (VILLEMEREUIL et al., 2016).

Também foi observada uma diminuig¢do dos coeficientes de variacdo genética (CVy)
estimados via MLGM. Resultados semelhantes foram registrados para modelo Binomial (logit)
em Eucaliptus sp. (MAKOUANZI et al., 2014). Entretanto, para algumas varidveis houve
aumento do CVq estimado. E importante considerar que MLGM podem assumir variagdes
maiores que as variacOes latentes e esperadas no momento em que uma distribuicdo é atribuida
aos dados (VILLEMEREUIL et al., 2016). Este aspecto ndo foi contemplado em nossos
resultados, uma vez que a maioria das caracteristicas com maior CVy foram ajustadas em
modelos com funcdes de ligacdo identidade, ou seja, ndo hd mudancas nas escalas entre 0s
dados observados e esperados para 0 modelo. Para as outras caracteristicas ajustadas com as
funcOes de ligacdo inversa e log (ALT, CR1, FUN E P100 em 2019, CAU, NR1, NI1 e PROD
em 2018) ndo houve aumento da variacdo. Portanto, em nossos resultados, ndo foi possivel
observar a interferéncia das escalas das funcdes log e inversa na estimacdo das variancias
genéticas para as caracteristicas avaliadas. Também foi observado que mesmo com baixos CVy
estimados via MLGM, houve maior detec¢do dos efeitos de genotipos com a utilizagdo destes
modelos. Neste sentido, € necessario refletir que ao adotar os MLM como ferramenta, 0s
melhoristas podem assumir maiores influéncias genéticas na variagdo das caracteristicas

avaliadas, poréem, podem néo detectar variabilidade genética em seus materiais.
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Estimar a herdabilidade (H?) para uma caracteristica é fundamental por quantificar a
proporcao transmissivel do fendtipo e determinar a resposta a selegdo (PIEPHO; MOHRING,
2007; MARTINEZ-GARCIA et al., 2017). As H? estimadas via MLM e MLGM indicaram a
P19, FUN e P100 como as caracteristicas com maior variacdo fenotipica atribuidas a causas
genéticas. As H? calculadas via MLM foram predominantemente maiores que em MLGM, fato
que pode ser explicado pela maior variacdo genética estimada pelos MLM para essas
caracteristicas. Além disso, as diferencas dos valores de H? sdo esperadas porque as estimativas
nédo sdo feitas na mesma escala, dificultando a interpretacdo dos resultados (NAKAGAWA,
SCHIELZETH, 2010; VILLEMEREUIL et al., 2016).

Para algumas variaveis (CAU, CR1, P19, FUN, REN e P100) houve um salto da H?
(>0,9) estimada via MLGM. Este padrao também ja foi observado em estudos com modelos
Binomiais (LOPES; HUBER; WHITE, 2000), Poisson para Eucalyptus sp. (MAKOUANZI et
al., 2014) e Pinus banksiana (WENG et al., 2016), porém, a acurécia seletiva variou entre MLM
e MLGM para estes estudos. Portanto, é discutivel a vantagem do uso de MLGM para estimar
a H?, uma vez que, exceto para as caracteristicas citadas anteriormente, os valores estimados
para as outras variaveis foram baixos (0 a 0,3). Em teoria, os baixos valores de H2 observados
tanto em MLM quanto em MLGM podem ser explicados pela alta variagdo experimental,
refletindo baixa estabilidade durante a coleta, sensibilidade das plantas de café as mudancas

ambientais e baixa variancia genética detectada pelos modelos (MAKOUANZI et al., 2014).

Diferente dos outros resultados, os valores de BLUP foram extremamente
correlacionados, mesmo que de forma ndo linear, para todas as caracteristicas. A correlacdo alta
entre valores genotipicos estimados via MLM e MLGM também foram registrados para estudos
de varidveis categoricas no melhoramento florestal (CAPPA; VARONA, 2013) e em Pinus
banksiana (WENG et al., 2016). O principal objetivo de computar valores de BLUP é predizer
valores genotipicos que irdo direcionar a selecdo de gendtipos superiores para determinados
caracteres de interesse (PIEPHO; MOHRING, 2007). Nossos resultados demonstraram,
portanto, que nao houve diferencgas entre a aplicagdo de MLM e MLGM no ranqueamento dos

gendtipos para as caracteristicas aqui avaliadas.

Também foi observada uma correlacdo negativa entre os valores de BLUP para as
variaveis ajustadas a MLGM com funcéo de ligacdo inversa. Esse fendmeno é explicado por

uma das propriedades matematicas do BLUP (WENG et al., 2016). Os componentesaleatdrios
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de modelos mistos, neste caso os efeitos genotipicos, se tornam parte da média, e entdo séo
calculados (PIEPHO; MOHRING, 2007). No caso dos MLGM, a média é relacionada aos
efeitos do modelo através da funcédo de ligacao, explicando a correlacdo negativa para MLGM
com funcdo inversa. Entretanto, ndo foi observada diferencas entre os valores de BLUP para as
caracteristicas aqui ajustadas a MLGM com funcdo de ligacdo logaritmica. Ainda ndo existem

interpretacdes desse tipo de relacéo entre valores de BLUP e as escalas envolvidas nos MLGM.
5. CONCLUSOES

Os MLGM foram aplicaveis a quase todas as caracteristicas avaliadas para os genotipos
de C. arabica. Embora a interpretacdo dos componentes de variancia estimados pelos MLGM,
sobretudo modelos gama, ainda ndo seja consolidada, as familias de MLGM com a distribuicéo
gama parecem ser uma alternativa viavel para modelar dados continuos assimétricos e com
variancia heterogénea. Os parametros estimados via MLM e MLGM variam muito entre si,
exceto os valores de BLUP. A variancia residual estimada pelos MLGM é muito menor, 0 que
pode indicar um ajuste mais adequado aos dados. Em geral, o0s MLGM retornam menores
variacdes genéticas, mas sdo mais sensiveis para detectar o efeito de genétipo na variacdo dos
dados fenotipicos. O comportamento das H? estimadas via MLM e MLGM é muito variavel e
de dificil interpretacdo, uma vez que as escalas envolvidas nos MLGM interferem no célculo.
Mais estudos a respeito destes aspectos precisam ser feitos para melhorar o entendimento das

aplicacdes destes modelos.

Mesmo que 0s parametros genéticos estimados sejam muito diferentes, os modelos nao
interferem no ranqueamento dos gendtipos, portanto, estudos a fim de selecionar genotipos
superiores para as caracteristicas de interesse no café, podem se restringir a utilizacdo dos
MLM, uma vez que possuem um workflow computacional e interpretacdo mais simples e mais
rapidas. Os MLGM possuem vantagens matematicas em relagdo aos MLM por considerarem
distribuicOes diferentes da normal e fungdes de ligacGes para modelagem dos dados, e apesar
da complexidade computacional e tedrica dos MLGM, essa ferramenta pode ser utilizada para

a complementacéo dos estudos genéticos envolvidos no processo de melhoramento do café.
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Apéndice A - Identificacdo das variedades, codigo original e origem (SETOTAW et al. 2013)

referente aos 92 gendtipos avaliados no estudo.

Gendtipo Variedade Caodigo original Origem
1 Arara 44 Obata x Icatu amarelo 2944
2 Sébia 398 26 Acaia (Mundo Novo) x Catimor UFV 386
3 Icatu 3696 71 C. canephora x C. arabica
4 Siriema 14/8 10 C. racemosa x C. arabica cv. Blue Mountain
5 Catucai Amarelo 3 SM 04 Icatu amarelo x Catuai amarelo
6 Siriema 5/14 35 C. racemosa x C. arabica cv. Blue Mountain
7 Catucai Vermelho 36/6 69 Icatu vermelho x Catuai vermelho
8 Catucai Amarelo 15 Icatu amarelo x Catuai amarelo
9 Maracatia Vermelho 47 Acaia x Catuai Vermelho IAC 81
10 Maracatia Amarelo 47 Acaia x Catuai Vermelho IAC 81
11 Acaud 37 17 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
12 Catucai Vermelho 20/15 18 Icatu vermelho x Catuai vermelho
13 Acaud 65 27 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
14 Acaud 68/11 63 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
15 Icatu Amarelo 925 39 C. canephora x C. arabica
16 Icatu Vermelho 925 39 C. canephora x C. arabica
17 Catucai Amarelo 2 SL 1 Icatu amarelo x Catuai amarelo
18 Catuai Vermelho 19/8 57 Caturra amarelo (IAC 467-11) x Mundo Novo (IAC 374-19)
19 Catucai 11 Desconhecida
20 Catucai x Catimor 357-77 (5/33) 16 Catuai x Catimor 357-77 (5/33) FSA
21 Catucai Amarelo 24/137 02 Icatu x Catuai
22 Acaud Laranja 38 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
23 Acaua Amarelo 38 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
24 Acaua Vermelho 38 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
25 Acaua 55 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
26 Catucai Amarelo 24/137 07 Icatu x Catuai
27 Catucai Vermelho 20/15 05 Icatu x Catuai
28 Acaud 49 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
29 Palma 111 56 Catuai Vermelho IAC 81 x Catimor (UFV 353)
30 Catucai Amarelo 43 Icatu x Catuai
31 Acaud 68-2 61 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
32 Bem Te Vi 77 Catimor 391 x Catuai amarelo 74
33 Icatu 925 73 C. canephora x C. arabica
34 Siriema Vermelho 58 C. racemosa x C. arabica cv. Blue Mountain
35 Siriema Amarelo 58 C. racemosa x C. arabica cv. Blue Mountain
36 Catucai 785/15 09 Icatu Vermelho 785 x Catuai vermelho
37 Catucai Amarelo 3/5 81 Icatu x Catuai
38 Catucai Amarelo 3/5 LVA 81 Icatu x Catuai
39 Catucai Amarelo 01 Icatu x Catuai
40 Catucai Vermelho 20/15 21 Icatu x Catuai
41 Acaud 3% 52 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
42 Acaud 5% 51 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
43 Catucai Vermelho 86 Icatu x Catuai
44 Acaud Amarelo (Tardio) 48 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
45 Acaud Amarelo (Médio) 48 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
46 Araponga 60 Catuai amarelo IAC 86 x HT UFV 446-08
47 Acaud Amarelo 50 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
48 Icatu 925 83 C. canephora x C. arabica
49 Acaud 46 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
50 Catuai 66 84 Caturra amarelo (IAC 476-11) x Mundo Novo (IAC 374-19)
51 Acaud Amarelo 54 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
52 Acaud Vermelho 54 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
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Genétipo Variedade Caodigo original Origem

53 IPR 103 N22 Catuai x Icatu

54 Catucai Vermelho 19/8 40 Icatu x Catuai

55 3SM 08 Desconhecida

56 Catucai Amarelo 20/15 30 Icatu x Catuai

57 Catucai Vermelho 36/69 24 Icatu x Catuai

58 Acaud Amarelo FSA 22 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
59 Catucai Roxinho 82 Icatu x Catuai

60 IPR 98 N19 Villa Sarchi CIFC 971/10 x HT CIFC 832/2

61 Acaud 5/20 28 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
62 Bourbon Vermelho 14 Desconhecida




Apéndice B - Gréficos quantil-quantil para as distribuicdes normal e gama para todas as
variaveis avaliadas nos anos de 2017, 2018 e 2019.
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CAPITULO 2
MAPAS AUTO-ORGANIZAVEIS DE KOHONEN PARA ESTUDO DE DIVERSIDADE
GENETICA EM VARIEDADES DE C. arabica
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RESUMO

DE ASSIS, Mayumi Furuya, M.Sc., Universidade Federal de Vigosa, agosto de 2020. Mapas
auto-organizaveis de Kohonen para estudo de diversidade genética em variedades de
Coffea. arabica. Orientador: Pedro Ivo Vieira Good God. Coorientador: Everaldo Antonio
Lopes.

Os programas de melhoramento genético do café, especificamente o C. arabica,
enfrentam o desafio de assegurar a diversidade genética dos bancos de gendtipos para garantir
a obtencdo de variedades de alta qualidade. Os métodos multivariados classicos, como as
analises de CP e agrupamentos hierarquicos sdo 0s mais comuns nos estudos de diversidade
genética do café. Entretanto, esses métodos podem apresentar resultados pouco informativos,
devido a capacidade reduzida de processar um volume de dados complexos sem distorcGes e de
explicar as variagfes contidas nos dados de forma satisfatdria. Esses aspectos exigem a
utilizacdo de técnicas mais avancadas para os estudos de diversidade. Os mapas auto-
organizaveis (SOM) de Kohonen é um tipo de rede neural capaz de representar em baixas
dimens@es as distancias entre as amostras de um espa¢o amostral multidimensional com o
minimo de distorcdo, a partir de um conjunto de dados diverso e complexo. O objetivo deste
estudo foi avaliar a aplicabilidade das redes neurais SOM integradas aos métodos multivariados
classicos na exploracdo da diversidade genética e o comportamento de caracteristicas
biométricas de 62 variedades experimentais de C. arabica. O material genético em estudo
possui variabilidade genética, detectado tanto pelos métodos convencionais quanto pelos SOM.
Os agrupamentos dos gendtipos de acordo som suas similaridades pelo método UPGMA e pelos
SOM foram divergentes. Além disso, as redes neurais possibilitaram diferentes interpretacdes
a respeito das caracteristicas biométricas avaliadas, como correlacdes entre as caracteristicas,
identificacdo de genotipos superiores para diferentes padrbes fenotipicos, quantificar a
dissimilaridade entre os grupos de genotipos formados e ainda observar a variabilidade genética
do material relacionando-os a seus parentais. Os resultados obtidos confirmam a aplicabilidade
dos SOM em programas de melhoramento para auxiliar na exploracdo da variabilidade genética
dos materiais, garantindo a obtencdo de genotipos superiores e a manutencao da diversidade
das variedades de Coffea arabica.

Palavras-chave: Métodos multivariados, mapas auto-organizaveis, melhoramento genético do

café, variabilidade genética.
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ABSTRACT

DE ASSIS, Mayumi Furuya, M.Sc., Universidade Federal de Vigosa, august, 2020. Kohonen
self-organizing maps for studying genetic diversity in Coffea arabica varieties Adviser:
Pedro Ivo Vieira Good God. Co-adviser: Everaldo Antonio Lopes.

Coffee breeding programs, specially of Coffea arabica, face the challenge of ensuring
the genetic diversity of genotype to guarantee the obtaining of high-quality varieties. Classical
multivariate methods, such as PC analysis and hierarchical clusters, are the most common in
studies of the genetic diversity of coffee. However, these methods may present poor
information, due to the reduced ability to process complex data without distortions and to
explain the variations contained in the data in a satisfactory way. These aspects require the use
of more advanced techniques for diversity studies. Self-organizing maps (SOM) proposed by
Kohonen, is a type of neural network capable of representing in small dimensions the distances
between samples in a multidimensional sample space with minimal distortion, based on a
diverse and complex data set. The aim of this study was to evaluate the applicability of SOM
neural networks integrated with classical multivariate methods in the exploration of genetic
diversity and the behavior of biometric characteristics of 62 experimental varieties of Coffea
arabica. The genetic material presented genetic variability, detected by both conventional and
neural network methods. The groupings of the genotypes according to their similarities by the
UPGMA method and by the SOM were divergent. In addition, the neural networks allowed
different interpretations regarding the biometric characteristics evaluated, such as correlations
between the characteristics, identification of superior genotypes for different phenotypic
patterns, quantifying the dissimilarity between the groups of genotypes formed and also
observing the genetic variability of the material relating those to their parents. The results
obtained confirm the applicability of SOM in breeding programs to integrate the genetic
variability studies, guaranteeing the achievement of superior genotypes and maintaining the

diversity of Coffea arabica varieties.

Keywords: Multivariate methods, self-organizing maps, coffee genetic breeding, genetic
variability.
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1. INTRODUCAO

No melhoramento genético de Coffea arabica considera-se que ha pouca diversidade
genética, devido a baixa variabilidade em linhagens ancestrais e a escolha frequente da
variedade Bourbon Vermelho como parental (SETOTAW et al., 2013). Estes aspectos podem
resultar em uma menor eficiéncia na selecdo de cultivares produtivas, adaptadas e resistentes a
estresses bidticos e abidticos (ZHOU et al., 2002; SETOTAW et al., 2013). Para maximizar o
potencial de ganho e a escolha de germoplasma elite, é fundamental conhecer a estrutura e
diversidade populacional. Isso resulta na selecdo de gendtipos divergentes para cruzamentos,
garantindo a manutencdo de uma base populacional menos vulneravel geneticamente e

aumentando a probabilidade de obtencdo de genétipos superiores (BARBOSA et al., 2011).

No estudo da diversidade genética de populagdes, € muto comum o uso de técnicas
multivariadas, como componentes principais (CP) e técnicas de agrupamentos hierarquicos
(GUEDES et al., 2013; TEIXEIRA et al., 2013; RODRIGUES et al., 2016; MACHADO etal.,
2017; GILES et al., 2019). Entretanto, mesmo que estes métodos sejam massivamente
utilizados e tenham fornecido importantes diretrizes em programas de melhoramento, 0s
mesmos apresentam algumas limitagcdes. Por exemplo, foi demonstrado que analises de CP
podem apresentar baixa resolucdo para explicar quantidade suficiente de variacdo contidas em
conjuntos de dados (PARK et al., 2004). Também foi registrado que os métodos de
agrupamentos hierarquicos apresentam baixa acuracia em determinar relacionamentos entre 0s
genotipos, devido capacidade reduzida da representacdo de dados multidimensionais e com
relacBes ndo lineares entre si (IBRAHIM et al., 2016; SPANOGHE et al., 2020). Além disso,
estes métodos de classificacdo e ordenacdo tendem a resultar em distor¢Ges frente a dados
desbalanceados ou contendo outliers (BARBOSA et al., 2011). Portanto, essas desvantagens
podem resultar em conclusfes equivocadas e limitarem as interpretacdes possiveis levando a
agrupamentos pouco reais ou inespecificos dos genotipos de uma populacdo de melhoramento.
Estes aspectos exigem a utilizacdo de ferramentas estatisticas ou computacionais mais robustas,
refinadas e que sejam capazes de fornecer um maior volume de informacdes para 0s

melhoristas.

O self-organazing map (SOM) propostos por Kohonen é um tipo de rede neural utilizado
como método de analise de dados capaz de lidar com um volume de informacdes

multidimensionais complexos e com relagdo néo lineares entre si (KOHONEN, 1982, 2014). A
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principal funcdo do SOM é o processamento e organizacdo de dados de um espaco
multidimensional para um espaco bidimensional, preservando a topologia dos dados originais
de entrada, ou seja, mantendo a mesma distancia entre os individuos em um espaco com mais
dimensoes, refletindo a similaridade entre os mesmos (WEHRENS, 2007; KOHONEN, 2014).
As caracteristicas dos SOM possibilitaram sua rdpida adocdo em diferentes campos
tecnoldgicos (KOHONEN, 2014) e sobretudo para o melhoramento de espécies vegetais e
animais (ZHAO et al., 2005; ROUX et al., 2007; BARBOSA et al., 2011; IBRAHIM et al.,
2016; DOS SANTOS et al., 2019; SPANOGHE et al., 2020).

Devido aos principios dos SOM, esse método €é capaz de capturar diferentes padrbes nas
estruturas dos dados, classificar dados com poucas distor¢des e ainda extrair de forma eficiente
informacBes, uma vez que ndo Sd0 necessarios conhecimentos prévios da organizacdo dos
dados, seguindo o principio do aprendizado ndo supervisionado de maquinas (RICHARDSON;
RISI EN; SHILLINGTON, 2003; KOHONEN, 2014; SPANOGHE et al., 2020). Atualmente,
0s SOM tém sido explorados para estudos de diversidade genética de diferentes espécies
vegetais e animais, como em arroz (Oryza sativa L.), batata (Solanum tuberosum L.), mamao
(Carica papaya L.), tracas (Plutella xylostella), variedades de trigo egipcias e esturjao-chinés
(Acipenser sinensis Gray) (ZHAO et al., 2005; ROUX et al., 2007; BARBOSA et al., 2011,
IBRAHIM et al., 2016; DOS SANTOS et al., 2019; SPANOGHE et al., 2020).

Devido a necessidade de acessar a variabilidade genética em programas de
melhoramento do café e desenvolver estratégias de selecdo, o objetivo deste estudo é avaliar a
aplicabilidade das redes neurais SOM propostas por Kohonen para explorar a diversidade
genética e 0 comportamento de varidveis biométricas de 62 variedades de Coffea arabica.

2. MATERIAIS E METODOS
2.1 Material genético e dados fenotipicos

Para este estudo, foram utilizadas 62 variedades experimentais de C. arabica (Tabela 1)
do campo experimental da Universidade Federal de Vigosa, municipio de Rio Paranaiba, Minas
Gerais, Brasil. O experimento foi delineado em blocos ao acaso com trés repeticdes, contendo
dez plantas por parcela. Foram mensuradas 14 variaveis, envolvendo variaveis de crescimento
e desenvolvimento (VIG, ALT, COP, CAU, CR1, NR1 e NR2) e produtivas (PROD, REN, P19,
P15, P11, FUN e P100) (Tabela 2).
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Tabela 1. Identificacdo das variedades, codigos originais e origens (SETOTAW et al, 2013) dos

62 genotipos de Coffea arabica avaliados.

Gendtipo Variedade Caodigo original Origem
1 Arara 44 Obaté x Icatu amarelo 2944
2 Sébia 398 26 Acaia (Mundo Novo) x Catimor UFV 386
3 Icatu 3696 71 C. canephora x C. arabica
4 Siriema 14/8 10 C. racemosa x C. arabica cv. Blue Mountain
5 Catucai Amarelo 3 SM 04 Icatu amarelo x Catuai amarelo
6 Siriema 5/14 35 C. racemosa x C. arabica cv. Blue Mountain
7 Catucai Vermelho 36/6 69 Icatu vermelho x Catuai vermelho
8 Catucai Amarelo 15 Icatu amarelo x Catuai amarelo
9 Maracatia Vermelho 47 Acaié x Catuai Vermelho IAC 81
10 Maracatia Amarelo 47 Acaié x Catuai Vermelho IAC 81
11 Acaud 37 17 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
12 Catucai Vermelho 20/15 18 Icatu vermelho x Catuai vermelho
13 Acaud 65 27 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
14 Acaud 68/11 63 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
15 Icatu Amarelo 925 39 C. canephora x C. arabica
16 Icatu Vermelho 925 39 C. canephora x C. arabica
17 Catucai Amarelo 2 SL 1 Icatu amarelo x Catuai amarelo
18 Catuai Vermelho 19/8 57 Caturra amarelo (IAC 467-11) x Mundo Novo (IAC 374-19)
19 Catucai 11 Desconhecida
20 Catucai x Catimor 357-77 (5/33) 16 Catuai x Catimor 357-77 (5/33) FSA
21 Catucai Amarelo 24/137 02 Icatu x Catuai
22 Acaud Laranja 38 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
23 Acaud Amarelo 38 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
24 Acaud Vermelho 38 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
25 Acaud 55 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
26 Catucai Amarelo 24/137 07 Icatu x Catuai
27 Catucai Vermelho 20/15 05 Icatu x Catuai
28 Acaud 49 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
29 Palma I11 56 Catuai Vermelho IAC 81 x Catimor (UFV 353)
30 Catucai Amarelo 43 Icatu x Catuai
31 Acaud 68-2 61 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
32 Bem Te Vi 7 Catimor 391 x Catuai amarelo 74
33 Icatu 925 73 C. canephora x C. arabica
34 Siriema Vermelho 58 C. racemosa x C. arabica cv. Blue Mountain
35 Siriema Amarelo 58 C. racemosa x C. arabica cv. Blue Mountain
36 Catucai 785/15 09 Icatu Vermelho 785 x Catuai vermelho
37 Catucai Amarelo 3/5 81 Icatu x Catuai
38 Catucai Amarelo 3/5 LVA 81 Icatu x Catuai
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Continuacao Tabela 1.

Genoétipo  Variedade Céddigo original ~ Origem
39 Catucai Amarelo 01 Icatu x Catuai
40 Catucai Vermelho 20/15 21 Icatu x Catuai
41 Acaud 3% 52 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
42 Acaud 5% 51 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
43 Catucai Vermelho 86 Icatu x Catuai
44 Acaud Amarelo (Tardio) 48 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
45 Acaua Amarelo (Médio) 48 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
46 Araponga 60 Catuai amarelo IAC 86 x HT UFV 446-08
47 Acaud Amarelo 50 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
48 Icatu 925 83 C. canephora x C. arabica
49 Acaud 46 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
50 Catuai 66 84 Caturra amarelo (IAC 476-11) x Mundo Novo (IAC 374-19)
51 Acaud Amarelo 54 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
52 Acaud Vermelho 54 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
53 IPR 103 N22 Catuai x Icatu
54 Catucai Vermelho 19/8 40 Icatu x Catuai
55 3SM 08 Desconhecida
56 Catucai Amarelo 20/15 30 Icatu x Catuai
57 Catucai Vermelho 36/69 24 Icatu x Catuai
58 Acaud Amarelo FSA 22 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
59 Catucai Roxinho 82 Icatu x Catuai
60 IPR 98 N19 Villa Sarchi CIFC 971/10 x HT CIFC 832/2
61 Acaud 5/20 28 Mundo Novo (IAC 388-17) x Sarchimor (IAC 1668)
62 Bourbon Vermelho 14 Desconhecida

2.1 Modelos lineares mistos

Os efeitos aleatorios (genotipos), bem como os componentes de variancia para as 14

variaveis avaliadas foram estimados de acordo com o modelo linear misto (MLM):
y=XL+Zg+e

em que: y é o vetor dos valores observados de tamanho n, 8 é o vetor de efeito fixo (blocos)
associado & matriz de incidéncia X, g € o vetor de efeito aleatdrio (gendtipo) associado as
matrizes Z, e ~ N(0, V = In0?2) € 0 vetor residual e I € a matriz identidade associada ao erro.
Os valores genotipicos foram estimados via BLUP (Best Linear Unbiased Prediction) e
utilizados como entradas nas redes neurais SOM e para a analise de CP. As correlacdesde
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Pearson entre os valores de BLUP para todas as variaveis foram calculadas a fim de avaliar a

correlacdo genética entre as mesmas.

Tabela 2. Metodologia de coleta para todas as variaveis avaliadas nas 62 variedades de C.

arabica.
Caracteristicas ID Metodologia

Produgéo de 2017 e PROD17 Os frutos foram coletados manualmente e a produgdo em L/ parcela foi quantificada
2018 (L/parcela) PROD18 com auxilio de um medidor volumétrico.

. . Foram determinadas notas de 1 a 5 relativas ao vigor vegetativo das plantas, sendo 1
Vigor vegetativo (1-5) VIG N . . 97

atribuidas as plantas pouco vigorosas e 5 aquelas muito vigorosas.

Altura da planta (m) ALT

Diametro da copa (m) COP

Medigdao direta com auxilio de uma trena.

Diametro do caule

(cm) CAU Medigdo direta 10 cm acima do solo, com auxilio de um paquimetro digital
Comprimento de CR1 Medigao direta em um ramo do terco médio da planta a partir do ponto de insercéo
ramos primarios (cm) no ramo principal até a extremidade.
Numero de ramos NR1
pr!marlos Contagem direta no terco médio das plantas.
NUmero de ramos
secundarios NR2
Os gréos foram inicialmente coletados em um volume de 5 L e pesados, apds a
Rendimento pds secagem e revolvimento dos grdos em terreiro suspenso a massa em gramas (g) foi
REN . . ~ . x
secagem (%/5 L) novamente mensurada e feito o clculo de proporcéao de rendimento em relagdo ao
peso inicial.
Peneiral9 (g) P19 . o .
Peneirals (q) P15 Os gréos foram inicialmente coletados em um volume de 5 L, apds a secagem e
Peneira 11 (q) P11 revolvimento dos gréos em terreiro suspenso, as quantidades em gramas (g) retidas
Fundo de peneira (g) FUN em cada peneira foram mensuradas com auxilio de uma balanca.

Peso de 100 gréos (g) P100

Os gréos foram coletados, posteriormente secos e revolvidos em terreiro suspenso,
100 grdos foram amostrados aleatoriamente e pesados.

2.2 Self-organazing maps (SOM)

Os valores de BLUP preditos foram utilizados como dados de entrada para o treinamento

do SOM. As metodologias para definir o formato adequado para as unidades do mapa e o

namero de neurdnios, referidos aqui como unidades, ainda ndo sdo estabelecidas na literatura

(SPANOGHE et al., 2020), portanto, a estrutura hexagonal foi estabelecida para as unidades,

uma vez que, permite melhor visualizacdo da estrutura geral dos dados e ndo favorece diregdes

horizontais ou verticais no mapa (KOHONEN, 2014). O grid, ou tamanho do mapa foi

selecionado de acordo com a melhor configuragdo do nimero de genétipos mapeados por

unidades e a distancia entre as unidades mais proximas. De acordo com o volume de dados e

numero de varidveis analisadas, os tamanhos de mapa testados foram 2 x 2,3x3,4x4e5x5.

O mapa com a distribui¢cdo mais homogénea do nimero de gendtipos mapeados por unidades e

sem distancias discrepantes (ou seja, muito proximos ou muito distantes entre unidades) foi o

de 4 x 4, e portanto, selecionado para o estudo da diversidade genética do material em estudo.

Foi determinado um numero de 1000 interacGes para o processo de aprendizagem. O pacote
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estatistico utilizado foi o Kohonen (WEHRENS; KRUISSELBRINK, 2019) pelo software R
(R Development Core Team, 2020).

Trés representacOes graficos do SOM foram geradas, a primeira do tipo codes, € uma
representacdo das variaveis originais normalizadas utilizadas, o tamanho dos vetores paracada
variavel indica a magnitude dos valores para as amostras mapeadas em cada unidade
(WEHRENS, 2007). Desta forma é possivel visualizar ao longo do mapa quais sdo as
caracteristicas em comum para 0s genotipos mapeados em cada unidade. O segundo tipo de
representacdo chamado mapping mostra quais foram os gendtipos mapeados em cada unidade.
A Ultima representacdo foi a dist.neighbours, que expressa o grau de conectividade neural entre
as unidades vizinhas (WEHRENS, 2007). Este tipo de mapa é importante porque apresenta
clusters naturais para os dados, refletindo a distancia genética entre os gendétipos agrupados
(SPANOGUE et al., 2020). A interpretacdo de um mapa SOM gerado para um conjunto de
dados a partir das representacfes codes, mapping e dist. neighbours oferece informacdes que

permitem inferir sobre a diversidade genética do material em estudo.

2.3 Andlise de componentes principais e agrupamento UPGMA

As andlises de componentes principais foram realizadas para quantificar a influéncia das
variaveis mensuradas na explicacdo da variacdo total dos dados. Foi calculada a matriz de
distancia euclidiana e 0 método UPGMA (Unweighted Pair Group Method with Arithmetic
Mean) foi selecionado para o estudo da dissimilaridade do material genético. O critério de
Mojena (1977) foi adotado para determinar o numero ideal de grupos para o dendrograma € 0
coeficiente de correlagdo cofenética foi calculado para mensurar a consisténcia e qualidade do
dendrograma.

3. RESULTADOS
3.1 Ajustes de modelos lineares mistos e correlagdes de Pearson

Houve deteccdo de variancia genética para variaveis PROD18, VIG, ALT, COP, P19,
P15, P11, FUN e P100 (Tabela 3). O coeficiente de variacdo ambiental (CV.) apresentou grande
amplitude, sendo consideravelmente alto entre as variaveis PROD18 e PROD17, indicando
baixa precisdo experimental e/ou instabilidade das variedades de café na produgéo diante as

variagoes ambientais.
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Tabela 3. Valores p para o teste de razdo de verossimilhanca pelos modelos lineares mistos,
médias fenotipicas, coeficiente de variagdo ambiental (CVe) e herdabilidade (H?) para as
variaveis producdo 2017 e 2018 (PROD17 e PROD18), vigor (VIG), altura (ALT), didmetro da
copa (COP), diametro do caule (CAU), comprimento de ramos primarios (CR1), nimero de
ramos primarios (NR1), nimero de ramos secundarios (NR2), rendimento (REN), peneiras 19,
15, 11 (P19, P15 e P11), fundo de peneira (FUN) e peso de 100 grédos (P100).

Variaveis valor P Média CVe (%) H2
PROD17 (L/parcela) 0,21" 447 42,44 0,23
PROD18 (L/parcela) 5,06e-06*** 10,5 66,52 0,62
VIG (1-5) 0,04* 2,74 20,63 0,34
ALT (m) 1,21e-09*** 2,11 6,09 0,72
COP (m) 3,96e-02* 1,15 9,22 0,36
CAU (cm) 0,36" 47,88 8,23 0,17
CR1 (cm) 0,58" 62,74 9,99 0,11
NR1 0,70" 16,31 23,64 0,08
NR2 0,96" 6,63 35,73 0,01
REN (%/ 5L) 0,09" 19,00 15,53 0,32
P19 (g) 6,11e-04%** 73,10 38,56 0,54
P15 () 0,03* 333,37 23,08 0,39
P11 (g) 0,01* 222,17 28,62 0,49
FUN (g) 2,18e-03** 19,63 55,58 0,55
P100 (g) 1,11e-03** 12,56 5,12 0,56

*, ** *** significativo a 0.05, 0.01 e 0.001 de probabilidade; ": ndo significativo; CVe (%):
coeficiente de variagdo ambiental.

As herdabilidades (H?) calculadas variaram entre 0,01 e 0,72 (Tabela 3). Os menores
valores observados (< 0,1) foram para NR2 (0,01) e NR1 (0,08) e as variaveis com maiores H?
(>0,5) foram ALT (0,72), PROD18 (0,62), P100 (0,56), FUN (0,55) e P19 (0,54).

As correlagbes genéticas obtidas entre as caracteristicas avaliadas foram
predominantemente baixas (Figura 1). As maiores correlac6es positivas foram observadas entre
REN e P19 (0,52), CAU e ALT (0,45) e PROD18 e VIG (0,42). E a maior correlacdo negativa
foi observada entre FUN e P11 (-0,53).
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Figura 1. Diagonal inferior com gréaficos de correlagfes genéticas e linhas de tendéncias (em vermelho) entre todas as caracteristicas. Diagonal
superior indicando os valores das correlacGes e os niveis de significAncia dos valores p. Diagonal principal contendo a identificacdo das variaveis
producdo 2017 e 2018 (PROD17 e PROD18), vigor (VIG), altura (ALT), diametro da copa (COP), didametro do caule (CAU), comprimento de
ramos primérios (CR1), nimero de ramos primarios (NR1), namero de ramos secundarios (NR2), rendimento (REN), peneiras 19, 15 e 11 (P19,
P15 ¢ P11), peso de 100 graos (P100) e fundo de peneira (FUN), os simbolos “*’, “**” ¢ “**** indicam 0,05; 0,01 ¢ 0,001, respectivamente
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3.2 Self-organazing maps (SOM)

O mapa do tipo codes (Figura 2a) apresentou diferentes padroes para as magnitudes dos
valores genotipicos para os gendtipos mapeados em cada unidade, evidenciando que existem
diferencas genéticas entre os 62 individuos mapeados nas 16 unidades. Observou-se que, a
depender das unidades, algumas variaveis de interesse ficaram em evidéncia (p.e, PROD17,
PROD18, P19 e REN) indicando que os gendtipos agrupados nessas unidades sdo superiores
para estas caracteristicas, por possuirem valores genotipico maiores em relacdo aos outros
genotipos avaliados. Também foi possivel observar no mapa codes a oscilagcdo de producédo
bienal, que € caracteristica das culturas de café. Genotipos com maiores valores de PROD17
(unidades 9 e 10) ndo sdo os mesmos com os valores altos de PROD18 (unidades 3 e 13) (Figura
2a).

Algumas correlacGes para as variaveis de producdo e classifica¢des dos gréos (P19, P15
e P11) foram detectadas (Figura 2a). Valores altos de PROD17 foram associados com maiores
valores de VIG, ALT, COP e CAU (unidades 9 e 10) e os gen6tipos com maior produgdo em
2018 também possuem valores altos de VIG, NR1, NR2, ALT, COP, CAU e P19 (unidades 3
e 13). Em todas as unidades com valores genotipicos altos para REN (unidades 4, 8, 13, 14 e

15) houve associagdes com valores altos de P15.

O mapa do tipo mapping (Figura 2b) permitiu relacionar os gendtipos agrupados nas
unidades aos padrbes genéticos representados através do mapa codes. Os gendtipos (11, 16, 19,
37, 53, 28, 48, 56 e 57) mapeados nas unidades 9 e 10 foram superiores para a PROD17 e
aqueles agrupados nas unidades 3 e 13, superiores para PROD18. E os individuos mapeados
nas unidades 4, 9, 13 e 15 foram os geno6tipos com maior quantidade de variaveis com valores
genotipicos altos. As cores diferentes para os nimeros dos genétipos representados no mapa
indicam os seis clusters determinados pelo método de Mojena para o agrupamento UPGMA
(Figura 3). Portanto, os grupos formados pela rede neural SOM ndo foram semelhantes ao
método UPGMA (Figura 4).

O mapa das distancias das unidades em relagéo aos vizinhos mais proximos (Figura 2c)
indicou nove agrupamentos naturais para 0s gendtipos. Neste tipo de mapa (dist. neighbour), a
interpretacdo se assemelha a mapas topologicos, onde unidades vizinhas com cores semelhantes

estdo em niveis mais proximos do que em relacao a outras unidades de cores diferentes. A maior
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distancia foi observada para a unidade um, como um pico topoldgico. Este resultado indica que
0s gendtipos mapeados nesta unidade sdo divergentes aos gendétipos das unidades vizinhas
(grupos 2 e 4). Ou seja, 0s genotipos 1, 3, 6 e 61 sdo geneticamente similares entre si e

relativamente divergentes dos gendtipos mapeados nas unidades vizinhas.

A B

% 13661 18 38 26 13 22 23 15 29 M
Fa 40
@ 2 55 58 12 21 44 4 T 46 52 25 35 45
59 60 62
% % 11 16 19 28 48 56 32 42 43 10 31 39
3T 5 57 50 54

14 24 36 30 49 33 41 47 S9N
51 20

B PROD17 @ CAU m P19

B PROD18O CR1 B P11

0 VG o NR1 m P15

O ALT B NR2 =\ P100

B COP B REN = FUN
C

Figura 2. Self-oganizin maps (SOM) gerados A: representagdo codes: vetores indicando a
magnitude dos valores para as variaveis (leque ao centro dos hexagonos) comum para 0S
individuos mapeados em cada unidade, 0os nimeros no topo dos hexagonos indicam o numero
da unidade. B: representacdo mapping: identificacdo dos genotipos mapeados em cada unidade,
0S numeros com as cores rosa, azul, vermelho, vermelho escuro, roxo e preto indicam os 6
grupos determinados para o agrupamento UPGMA. C: representacao dist. neighbour: distancias
das unidades em relag&o aos vizinhos mais proximos.

A interpretacdo de todas informacdes geradas obtidas através da analise de redes neural

(Tabela 4) permitiu a identificagdo de grupos de gendtipos superiores para grupos diferentes de
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variaveis. Os genotipos com maiores valores para producédo, tanto em 2017 quanto para 2018
foram os genotipos 11,13, 14, 16, 19, 22, 23, 24, 36 e 37, 40 e 53, os quais, sdo descendentes
das variedades Mundo novo (IAC388-17), Sarchimor (IAC 1668), Icatu, Catuai, C.canephora,

C. arabica, Icatu vermelho 785 e Catuai vermelho. Também foi possivel identificar os fatores

que permitiam o agrupamento dos genotipos de acordo com as distancias entre as unidades. Por

exemplo, os genotipos mapeados dentro do grupo quatro possuem valores similares para VIG,

ALT, CAU e CRL1. Essas informac6es facilitam a interpretacdo dos agrupamentos formados

para as variedades em estudo.

Tabela 4. Numero de gen6tipos agrupados por unidades dos SOM, identificacdo dos gendétipos

mapeados, variaveis com maiores valores para cada unidade, identificacdo dos grupos formados

pela distancia entre as unidades vizinhas mais proximas e origens dos genétipos mapeados.

Unidade N° de gendtipos Genotipos Vzg:é&;z:m (dist.neighbour) Grupos genealogicos
Mundo novo (IAC388-17) x Sarchimor
1 4 136 61 CR1,NR1le (IAC 1668); C. cangphorax C. arabica;_ C.
e P100 racemosa x C. arabica cv. Blue Mountain;
Obaté x Icatu amarelo.
Icatu x Catuai; Caturra amarelo (IAC466-
2 4 18, 38, 26, 27 ;"F%,L\'Rl' P15 11) x Mundo novo (IAC375-19).
Mundo novo (IAC388-17) x Sarchimor
PROD18, VIG, . ‘
3 4 13,22, 23, 40 NR1 e NR2 (IAC 1668); Icatu x Catuai.
P11 P15e C. canephora x C. arabica; C. racemosa x
4 3 15, 29, 34 PlOb C. arabica cv. Blue Moqntam; Catuai
vermelho (IAC81) x Catimor (UFV386).
VIG. ALT Mundo novo (IAC388-17) X Sart,:himor
5 6 2, 55, 58, 59, 60, 62 CAU A CRYl (IAC1668); Icatu x Catuai; Acaia (Mundo
novo) x Catimor (UFV386).
VIG, ALT, Mundo novo (IAC388-17) x Sarchimor
6 3 12,21, 44 COP,CAUe (IAC1668); Icatu x Catuai .
P11
Mundo novo (IAC388-17) x Sarchimor
(IAC 1668); C. canephora x C. arabica; C.
7 4 4,7,46,52 (P:loolz RENe racemosa x C. arabica cv. Blue Mountain;
Catuai amarelo (IAC86) x Hibrido Timor
(UFV).
Mundo novo (IAC388-17) x Sarchimor
8 3 25, 35, 45 REN, e P11 (IAC 1668); C. racemosa x C. arabica cv.
Blue Mountain.
PROD17, VIG, Mundo novo (IAC388-17) x Sarchimor
9 5 11, 16, 19, 37,53 ALT, CAU, (IAC 1668); Icatu x Catuai; C. canephora x
CR1 e P100 C. arabica.
Mundo novo (IAC388-17) x Sarchimor
10 4 28, 48, 56, 57 ePFé%DPH’ ALT (IAC 16_68); Icatu x Catuai; C. canephora x
C. arabica.
Mundo novo (IAC388-17) x Sarchimor
ALT. CR1 (IAC 1668); Icatu x Catuai; Caturra
11 4 32,42, 43,50 P11 é PlOd amarelo (IAC466-11) x Mundo novo
(IAC374-19); Catimor 391 x Catuai
amarelo 74.
Mundo novo (IAC388-17) x Sarchimor
12 4 10, 31, 39, 54 REN e P19 (IAC 1668); Icatu x Catuai; Acaia x Catuai

vermelho (IAC81).
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. R - - Variaveis em Grupos -
Unidade  N° de genétipos Genotipos destaque (dist.neighbour) Grupos genealdgicos
PROD18, VIG, Mundo novo (IAC388-17) x Sarchimor
13 3 14, 24, 36 ALT, COP, 6 (IAC 1668); Icatu vermelho 785 x Catuai
CAU e REN vermelho.
Mundo novo (IAC388-17) x Sarchimor
14 2 30, 49 REN, P11 e 7 (IAC 1668); Icatu x Catuai.
FUN
ALT, CR1, Mundo novo (IAC388-17) x Sarchimor
15 4 33,41, 47,51 REN, P19, P11 8 (IAC 1668); C. canephora x C. arabica.
e P100
Icatu amarelo x Catuai amarelo; Acaié x
16 5 5,8,9,17, 20 lell' RENe 9 Catuai vermelho (IAC81); Catuai X

Catimor 357.

3.3 Analise de componentes principais e agrupamento UPGMA

O gréfico das componentes principais apresentou um baixo percentual de explicagdo

para a variacdo dos dados (Figura 3). Sendo que 19,6% foi retido pela CP1 e 14,1% pela CP2,

totalizando em 33,7%. Com base nesse resultado, ndo é possivel avaliar por meio da anélise de

componentes principais quais sdo as variaveis mais importantes para o estudo da variabilidade

genética nas 62 variedades de C. arabica em estudo.

CP2 (14,1%)

-1.0

-1.0 -0.5

0.0

CP1 (19,6%)

0.5

contrib

10.0

7.5

5.0

25

1.0

Figura 3. Contribuicdo das variaveis producdo de 2017 e 2018 (PROD17 e PROD18), vigor
(VIG), altura (ALT), diametro da copa (COP), didametro do caule (CAU), comprimento de
ramos primarios (CR1), nimero de ramos primarios (NR1), nimero de ramos secundarios
(NR2), rendimento (REN), peneiras 19, 15 e 11 (P19, P15 e P11), fundo de peneira (FUN) e
peso de 100 grédos (P100), para a variagdo contida nos componentes principais 1 (CP1) e

componentes principais 2 (CP2).
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A matriz de distancia Euclidiana foi obtida para os valores de BLUP calculados via
MLM, uma vez que foram obtidas baixas correlacdes entre as variaveis. O método de
agrupamento UPGMA apresentou um coeficiente de correlagdo cofonética de 0,78. O método
de Mojena (1977) indicou seis grupos como ideais para os agrupamentos das variedades (Figura

4), divergindo dos resultados de agrupamentos fornecidos pelo SOM (Figura 2c).

1
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Figura 4. Dendrograma obtido a partir da matriz de dissimilaridade de distancia Euclidiana e
método UPGMA de agrupamento para 62 variedades de C. arabica. Os 6 clusters foram

determinados pelo método de Mojena (1977).
4. DISCUSSAO

Alguns dos principais objetivos dos melhoristas sdo acessar a diversidade genética
contida nas variedades em teste, analisar correlacdes entre as varidveis de interesse e escolher
genotipos candidatos para 0s cruzamentos para estabelecer estratégias eficientes de selecéo.
Frequentemente analises de CP, calculo de matrizes de similaridade e dissimilaridade e métodos
de agrupamento séo utilizados para os estudos de diversidade genética no cafe (GUEDES et al.,
2013; TEIXEIRA et al., 2013; RODRIGUES et al., 2016; MACHADO et al., 2017; DUTRA
GILES et al., 2019;). Entretanto, € importante que métodos mais eficientes para acessar a
complexidade das relagbes contidas nos dados sejam investigados. Neste estudo, foram
explorados os niveis de informacdes que podem ser obtidos pelas redes neurais tipo SOM para

0 estudo da diversidade genética em variedades de C. arabica.
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As variaveis biométricas avaliadas neste estudo sdo frequentemente utilizadas em
estudos de diversidade genética de diferentes variedades de café (GUEDES et al., 2013;
RESENDE et al, 2001; RODRIGUES et al., 2016; SOUSA et al., 2019; TASSONE et al., 2019;
TOUNEKTI et al., 2017) . Portanto, a falta da deteccéo dos efeitos de genotipos para algumas
dessas varidveis podem indicar uma variabilidade genética relativamente baixa para as
variedades em estudo. Entretanto, foi detectada variabilidade por meio das variaveis de peneira
avaliadas (P19, P15, P11 e FUN), foram obtidos valores altos de H? para P19 e P100, além de
ter sido detectadas algumas correlacdes entre as peneiras e outras varidveis importantes de
crescimento e desenvolvimento. As classificacbes do café através das peneiras sdo muito
importantes, uma vez que seja um critério fundamental na comercializacéo do café, por garantir
a torracdo homogénea dos gréos (LOPES et al., 2013). Portando, com base nestes resultados,
recomenda-se a avaliacdo da quantidade de grdos retidas por diferentes peneiras para estudos
de diversidade e auxiliar na selegcdo de gendtipos superiores em programas de melhoramento de

café.

As correlagBes genéticas entre as variaveis foram predominantemente baixas e as
correlacdes observadas pela analise de CP ndo foram muito informativas a respeito dos dados,
uma vez que o percentual de explicacdo das componentes foi muito baixo (33,7%). Por outro
lado, os resultados obtidos através dos mapas auto-organizaveis de Kohonen, mais
especificamente, o do tipo codes possibilitou a identificacéo de diferentes padrdes e correlagdes
entre variaveis importantes. Foi observado que valores altos de producédo, independente do ano,
estdo correlacionados, principalmente, com o VIG, ALT, COP e CAU em determinadas
unidades no mapa. Além disso, também foi identificado quais sdo os gendtipos com maiores
REN, P19 e P100 simultaneamente, tracos que sdo alvo de selecdo para o melhoramento de
café. Este tipo de resultado é interessante por permitir o acesso de um volume informacdes que
ndo sdo possiveis atraves das andlises de CP, permitindo uma selecdo mais eficiente de
caracteristicas e germoplasmas elites nos programas de melhoramento (PARK et al., 2004;
IBRAHIM et al., 2016; SPANOGHE et al., 2020).

Nove grupos foram naturalmente determinados pelo SOM (Figura 2c), divergindo dos
seis clusters determinados pelos agrupamentos UPGMA (Figura 4). A grande diferenca que
pode ser observada para os grupos formados pelos SOM é que além dos gendtipos que
compdem cada grupo (Figura 2b), é possivel identificar quais sdo os padrdes dos valores
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genotipicos para as variaveis em comum para cada agrupamento (Figura 2a). Além do nimero
de grupos, os genotipos agrupados por cada método também foram diferentes. Resultados
divergentes foram obtidos para o estudo da diversidade genética de arroz (Oryza sativa L.)
(SANTOS et al., 2019), em que os genotipos foram agrupados de forma semelhante pelos SOM
e pelo método hierarquico UPGMA. Entretanto, foram observadas diferencas nos agrupamentos
de variedades de batatas e de trigo (IBRAHIM et al., 2016; SPANOGUE et al., 2020) entre o
método SOM e agrupamento hierarquico de Ward. Nestes casos 0s agrupamentos gerados pelo
SOM foram considerados mais adequados, sendo mais fiéis as informacdes de pedrigree,

origens, resisténcias a doengas e outros tragos agronémicos das variedades.

As divergéncias entre os resultados destes métodos estdo relacionadas, principalmente
pelo maior refinamento e complexidade das redes neurais para organizacdo de dados,
capturando varia¢es em diferentes dimensdes contidas nos dados (PARK et al., 2004; MELO;
SOUSA, 2011; IBRAHIM et al.,, 2016; SPANOGHE et al., 2020), tornando inviavel a
comparacdo entre os resultados de redes neurais SOM e métodos de agrupamento classicos
(OLIVEIRA; SANTOS; CRUZ, 2020). Além de nédo fornecer informacdes acerca dos grupos
formados, os métodos de agrupamentos classicos sdo sensiveis a presenca de outliers, aspecto
que ndo interfere muito nos resultados dos SOM, em que apenas 0 peso das unidades que
contém os outliers é afetado, sem interferir nas outras unidades do mapa. Portanto os grupos de
gendtipos aqui gerados a partir dos mapas obtidos pelas redes neuras SOM podem ser
considerados mais proOximos aos agrupamentos reais em relacéo aos grupos obtidos pelo método
UPGMA.

5. CONCLUSOES

A analise de CP n&o foi eficiente para explicar a variacdo dos dados a partir das variaveis
avaliadas. Os mapas de Kohonen obtidos permitiram identificar genétipos superiores para
diferentes caracteristicas de interesse para 0 melhoramento do café, determinar e caracterizar
os diferentes grupos de genoétipos obtidos, e observar correlagdes entre diferentes variaveis,
confirmando a aplicabilidade das redes neurais SOM para os programas de melhoramento
genético de plantas. Alem disso os agrupamentos formados pelos SOM para 0s gendtipos

devem ser considerados mais reais devido ao refinamento das analises de redes neurais.
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CONCLUSOES GERAIS

Comparar métodos estatisticos para estudos de pardmetros genéticos em variedades de
espéecies de importancia econémica é fundamental para auxiliar o desenvolvimento dos
programas de melhoramento genético. Baseando-se nos resultados dos residuos de Pearson
calculados, os modelos lineares generalizados mistos (MLGM) ajustaram melhor os dados
obtidos pelas avaliagdes das variaveis de importancia agronémica em C. arabica. As grandes
diferencas entre os MLM e MLGM se devem principalmente pela adi¢do de um preditor linear,
uma funcdo de ligacdo e a diversificacdo de escalas adicionados aos MLGM. Mesmo que nédo
tenha sido observada diferenca entre o ranqueamento dos genotipos para os modelos em estudo,
atribuir diferentes distribui¢es aos dados e determinar funcfes de ligacdo para os modelos
influenciam diretamente na estimacdo dos componentes de variancia e consequentemente nos
parametros genéticos. Devido a complexidade dos MLGM, ainda ndo ha um consenso
fundamentada pela literatura a respeito das interpretacdes dos parametros genéticos estimados,
principalmente para modelos gama, como observado no presente trabalho, esse aspecto dificulta
a aplicabilidade em programas de melhoramento, mesmo que sejam demonstrados ajustes mais

verossimeis para os dados.

O estudo da aplicabilidade dos mapas auto-organizaveis de Kohonen para analises de
diversidade genética em variedades de C. arabica demonstrou que as redes neurais podem ser
utilizadas para o reconhecimento de correlacBes genéticas, em diferentes niveis dos dados, entre
caracteristicas agronémicas importantes, deteccdo de gendtipos superiores e agrupamentos
entre genGtipos. E importante que ferramentas mais robustas e informativas sejam exploradas
para estudos de diversidade genética, uma vez que as analises de componentes principais (CP)
usualmente utilizadas néo sejam muito eficientes para explicar variagbes nos dados e os
métodos de agrupamentos classicos tenham algumas limitacdes de processamento dos dados e

apresentacdo dos resultados.





